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Resumen.

El presente trabajo describe la metodologia para determinar la topologia y la implementacion de una Red Neuronal
Artificial tipo FeedForward, basada en reglas que se pueden utilizar como punto de partida en la construccién de la
red. Se aborda también el proceso para la obtencién de patrones de entrenamiento de parametros eléctricos y su
acondicionamiento para la determinacion de los pesos de las interrelaciones de las neuronas y bias de ésta, a través
de un proceso de simulacién realizado en Simulink de MatLab. Dicha actividad es critica ya que de ésta depende la
capacidad de la RNA para responder a los procesos de control inteligente donde sera implementada. Se presenta el
caso especifico de un control neuronal de un Restaurador Dinamico de Voltaje como ejemplo de aplicacion de la
metodologia.

Palabras clave: Control inteligente, Control Neuronal, Patrones de Entrenamiento, Topologia de una RNA,
Neurona, Red Neuronal Artificial, Parametros Eléctricos, Restaurador Dindmico de Voltaje.

Abstract.

This paper describes the methodology for determining the topology and implementation of an artificial neural
network type FeedForward, based on rules that can be used as a starting point in building the network. Also it
addresses the process for obtaining training patterns of electrical parameters and conditioning for determining the
weights of the interrelationships of neurons and this bias, through a simulation process performed in Matlab
Simulink. This activity is critical because this depends on the ability of the RNA to respond to intelligent control
processes, which will be implemented. The specific case of a neural control of a Dynamic Voltage Restorer as an
example of application of the methodology is presented.

Keywords: Intelligent Control, Neural Control, Training Patterns, Topology of RNA, Neuron, Artificial Neural
Network, Electrical Parameters, Dynamic Voltage Restorer.
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1. Introduccién

Una Red Neuronal Artificial (RNA) tiene su inspiracién en la organizacion de las neuronas del cerebro humano y
pretende emular el proceso de aprendizaje y generalizacion que éste tiene. Las redes neuronales artificiales presentan
un gran namero de caracteristicas similares a las del cerebro: son capaces de aprender de la experiencia, de
generalizar de casos anteriores a nuevos casos, de abstraer caracteristicas esenciales a partir de entradas que
representan informacién irrelevante, alta tolerancia a fallos, operacién en tiempo real, entre otras mencionadas en
(Hagan y Demut, 1996). Esto hace que ofrezcan numerosas ventajas concebidas para el control de sistemas
complejos no lineales.

1.1. Arquitectura de la Red Neuronal Artificial.

Se denomina arquitectura a la topologia, estructura o patron de conexionado de una red neuronal. En una red
neuronal artificial los nodos se conectan por medio de enlaces llamados sinapsis, estructura de conexiones que
determinan el comportamiento de la red. Estas conexiones sinapticas son direccionales y la informacion solamente
puede propagarse en un Unico sentido (desde la neurona pre-sinéptica a la pos-sinaptica). Las neuronas se agrupan en
unidades estructurales denominadas capas. El conjunto de una 0 méas capas constituye la red neuronal de acuerdo a
(Hagan y Demut, 1996).

Existen tres tipos de capas en una red, de entrada, de salida y ocultas. Una capa de entrada, también denominada
sensorial, estd compuesta por neuronas que reciben datos o sefiales procedentes del entorno. Una capa de salida se
compone de neuronas que proporcionan la respuesta de la red neuronal. Una capa oculta no tiene una conexién
directa con el entorno, es decir, no se conecta directamente ni a dispositivos sensores ni de actuacién. Este tipo de
capa oculta proporciona grados de libertad a la red neuronal gracias a los cuales es capaz de representar mas
fehacientemente determinadas caracteristicas del entorno que trata de modelar. VVéase la Figura 1.

Entradas

— e A
Capa de Capas Capade
entrada ocultas salida

Figura 1. Red neuronal artificial.

1.2. Pesosy bias de una RNA tipo FeedForward.

Las estructuras de conexiones sinapticas de la RNA tienen un grado de relacion entre ellas denominado peso y las
neuronas con un valor llamado bias el cual proporciona el umbral que permite a la neurona en conjunto con el peso
determinar la salida de ésta, los valores de los pesos y bias se obtienen como resultado de un entrenamiento a través
de patrones que contienen ejemplos de como debera responder la RNA a los datos proporcionados, por tanto es
indispensable que estos patrones contengan la suficiente informacién o datos, que permitan a la Red utilizar su
capacidad de generalizacion (interpolacion y extrapolacion) para representar de manera adecuada la funcién
requerida. La cantidad de datos a elegir para integrar un patrén es un factor importante a considerar para llegar al
resultado esperado, ya que una gran cantidad de datos sobreentrenara a la red impidiendo que se ajuste a condiciones
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no establecidas en su operacion, por el contrario una cantidad escasa de informacion no sera suficiente para arrojar
resultados adecuados.

2. Métodos.

Uno de los principales problemas de las redes multicapas, es la definicion de su arquitectura, que incluye las
funciones de transferencia y salida a utilizar y la topologia de la red. Para garantizar el aprendizaje, las funciones de
transferencia y de salida deben ser continuas y derivables en todos los puntos, lo que lleva a la seleccion en la
mayoria de los casos a funciones de transferencia o de activacion sigmoidales y funciones de salida lineales.

En cuanto a la topologia de la Red, la determinacién del nimero de capas que la integran y el niUmero de neuronas
ocultas a incluir en cada capa resulta una tarea mucho mas compleja, que incide directamente en la capacidad de
generalizacion del modelo. Dado que toda red neuronal dispone necesariamente de una capa de entrada y una capa de
neuronas de salida, que recibe los estimulos externos y los entrega al exterior respectivamente, el problema se limita
a establecer el nimero y extension de las capas ocultas.

Se ha demostrado que la propiedad de aproximador universal de funciones de la red multicapa, requiere un maximo
de dos capas ocultas, en la mayoria de los casos una Unica capa oculta resulta suficiente para conseguir dptimos
resultados. (Lippmann, 1987) considera que redes con una Unica capa oculta resultan suficientes para resolver
problemas potencialmente complejos, siempre y cuando la capa oculta incluya al menos tres veces el nimero de
nodos de la entrada.

Por su parte, (Hecht-Nielsen, 1990) y (Lippmann, 1987), aplican una extension del teorema de Kolmogorov para
demostrar que una red de capa simple oculta integrada por (2N+1) neuronas y con funciones de transferencia
continua, no lineales y mon6tonamente crecientes, resulta suficiente para computar cualquier funcién continua de N
variables de entrada.

Las redes neuronales mas pequefias son preferibles a las mas grandes que realizan una misma tarea, por varias
razones: tienen un menor nimero de parametros, el entrenamiento es méas rapido y suelen tener una mayor capacidad
de generalizacién al utilizar nuevos patrones. Actualmente no hay un procedimiento sencillo ni general para
determinar el tamafio éptimo de una red neuronal, sin embargo existen algunas reglas o procedimientos que se
pueden utilizar como base o inicio en la construccion de la red neuronal.

Para determinar el nimero de neuronas ocultas de cada capa suelen utilizarse las reglas ad-hoc y los procedimientos
de poda entre otros que, aunque no todas resultan matematicamente justificables, han demostrado un buen
comportamiento en diversas aplicaciones practicas.

2.1 Reglas ad hoc.

Entre las reglas ad hoc més conocidas destacan:

a) Regla de la pirdmide geométrica.
Se basa en la suposicion de que la cantidad de neuronas de la capa oculta ha de ser inferior al total de variables de
entrada pero superior a las variables de salida. Se considera que el nimero de neuronas en cada capa siguen una
progresion geométrica, tal que, para una red con una capa Unica oculta, el total de neuronas intermedias debe ser

proximo a vn * m donde n= nimero de variables de entrada y m= nlimero de neuronas de salida (Masters, 1993).
b) Regla de la capa oculta-capa entrada.
Segun esta regla, el nimero de neuronas est4 relacionado con el nimero de neuronas de entrada. En particular, suele
aplicarse la regla 2x1, de forma que el nimero de neuronas ocultas no puede ser superior al doble del nimero de
variables de entrada. (Swingler, 1996); (Berry y Linoff, 1997).
c) Regla de la capa oculta-numero de patrones.
Esta regla relaciona el numero de neuronas de la capa oculta con el total de patrones presentados al sistema, siendo
habitual la relacién 1/30 (una neurona oculta por cada 30 patrones).
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2.2 Procedimientos de poda.

a) Partir de una red neuronal de gran tamafio y podarla eliminandole unidades de proceso y conexiones hasta
conseguir un tamario satisfactorio.

b) Comenzar con una red neuronal muy pequefia e ir incrementando su tamafio afiadiendo unidades de proceso,
conexiones o capas hasta conseguir un tamafio satisfactorio.

c) Partir de una red de tamafio suficiente y podar las conexiones y unidades de proceso que se consideren poco
relevantes. A continuacion se afiaden nuevas unidades de proceso con pesos aleatorios y se vuelve a entrenar la red.
Este proceso se continla hasta que se consigue un tamafio aceptable y un comportamiento satisfactorio.

El método OBD (Optimal Brain Damage), de lesion cerebral 6ptima, propuesto por (Lecun, Denker y Solla, 1990),
trata de identificar aquellos pesos sindpticos que pueden ser podados examinando las derivadas segundas de la
funcién de error contenidas en la matriz Hessiana. La variacion que produce en el error cuadratico medio una
pequefia perturbacion AWU en el peso W;; se aproxima por la ecuacion 1, que considera los dos primeros términos
del desarrollo de E en series de Taylor, mientras que el algoritmo de retropropagacion (backpropagation) sdlo
considera el primer término.

oE 1(0%E 2
AE = 5w +3 ( awg) (Aw;) (1)
- . .. 0E , _
Cuando la red finaliza el entrenamiento en un minimo local de E, entonces e 0, y asi podemos definir a AE en
t
la ecuacion 2
1(0%E 2
AE ~ z<ang> (Aw;;) @

Como la poda de una conexion supone pasar su peso sinaptico del valor w;; al valor 0, es decir, ocurre cuando
AWU = —Ww;; entonces la condicion para realizar la poda de dicha conexion es que el cambio en el error
resultantes sea insignificante, es decir, que la cantidad AE' sea suficientemente pequefia.

3. Desarrollo.

En este trabajo se describe la metodologia para la Construccion de una Red Neuronal Artificial y la obtencion de
patrones de parametros eléctricos, tales como: voltajes, corrientes, frecuencias, entre otros que describen el
funcionamiento de un sistema de control e implementarlo con un control neuronal, debido a la capacidad de estos
sistemas en funcionar de manera adecuada con cargas lineales y no lineales.

El sistema a implementar es un control neuronal de un Restaurador Dindmico de Voltaje (RDV) y la configuracion
basica de éste se muestra en la figura 2, esta configuracidn citada es usada en otras investigaciones. (Rosli y Rahim,
2009).

El RDV es usado para mitigar los disturbios de voltaje tipo SAG y SWELL que se presentan en los sistemas de
distribucion, debido a la incorporacién masiva de convertidores electrénicos implementados en las fuentes de
alimentacion primarias de equipos de uso cotidiano, condiciones de conexion y desconexién de altas cargas
eléctricas no lineales, asi como disturbios y fallas en lineas de transmision y redes de distribucion. Esta mitigacion se
logra compensando de manera vectorial el voltaje aplicado a la carga que el RDV alimenta, dicha compensacion es
aplicada en serie con la linea de suministro de voltaje principal. (EI-Gammal, Abou-Ghazala y EI-Shennawy, 2011).
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Figura 2. Configuracion basica del restaurador dinamico de voltaje.
Una vez que se ha determinado el tipo de sistema a implementar, en este caso el circuito de control mostrado en la

figura 2 se sustituye por un control basado en una Red Neuronal. Hasta este momento solo se conoce el nimero de
entradas y salidas de la red tal como se muestra en la figura 3.
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Figura 3. Control neuronal en un restaurador dinamico de voltaje.
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Se continda el proceso definiendo el tipo de arquitectura de la RNA (Red Neuronal Artificial), tomando en
consideracion el tipo de datos, en este caso variables continuas, y la complejidad de estos, por lo que se propone la
utilizacion de una red tipo hacia adelante (FeedForward) multicapa, con un algoritmo de aprendizaje de tipo
retropropagacion (backpropagation).

Se construye la red aplicando los criterios de la reglas ad-hoc y procedimientos de poda, en relacion al nimero de
capas y neuronas de la red, este criterio solo sirve para iniciar el proceso, el numero de capas y neuronas de la red se
consolidaran de acuerdo con el desempefio de la red basado en el error cuadratico medio que se obtenga en el
entrenamiento.

Se obtienen los patrones para entrenar a la red, los cuales contienen las diferentes combinaciones de parametros
eléctricos, sus valores y rangos de operacién dentro de las condiciones nominales, que se estima tendran durante la
operacion del sistema, de tal manera que sean patrones representativos del funcionamiento tal como se muestra en la
tabla 1

Tabla 1. Combinaciones de diferentes cargas para entrenamiento

RESISTENCIA INDUCTANCIA (mH) CAPACITANCIA (uF) v
Q) 1 10 100 10 100 1000 -
10 10Q ImH | 10 Q[ 10Q 100mH | 10Q 10Q 100uF | 10Q 1000uF

10mH 10uF
20 20Q ImH [ 20 Q[ 20Q 100mH | 20Q 20Q 100uF [ 20Q 1000uF
0.1V,
10mH 10uF
30 30Q ImH |30 Q [ 300 100mH | 300 30Q 100uF [ 30Q 1000uF
10mH 10uF
10 10Q ImH | 10 Q[ 10Q 100mH | 10Q 10Q 100pF | 10Q 1000uF
10mH 10uF
20 20Q ImH |20 Q [ 200 100mH | 200 20Q 100pF | 20Q 1000uF
0.9V,
10mH 10uF
30 30Q ImH |30 Q [ 300 100mH [ 300 30Q 100pF | 30Q 1000pF
10mH 10uF
10 10Q ImH | 10 Q[ 10Q 100mH | 10Q 10Q 100uF | 10Q 1000uF
10mH 10uF
20 20Q 1mH |20 Q [ 200 100mH [ 200 20Q 100pF | 20Q 1000uF
1.1V,
10mH 10uF
30 30Q ImH |30 Q [ 300 100mH | 300 30Q 100pF | 30Q 1000pF
10mH 10uF
10 10Q 1mH | 10 Q [ 10Q 100mH | 100 10Q 100pF | 10Q 1000uF
10mH 10uF
20 20Q 1mH |20 Q [ 200 100mH | 200 20Q 100uF [ 20Q 1000uF
1.5V,
10mH 10uF
30 30Q ImH |30 Q[ 300 100mH | 30Q 30Q 100pF | 30Q 1000pF
10mH 10uF

Esta tabla de combinaciones da como resultado la generacion de 84 patrones que describen la operacion del sistema,
para el caso de estudio, para cargas lineales.

Con el fin de obtener buenos patrones de ejemplo para la red neuronal para entrenamiento fuera de linea, se
implementa un modelo de simulacion que pueda realizar la operacion de control del RDV, bajo las diferentes
condiciones de carga lineal y diversas fallas, por lo que se implementa el sistema con ayuda del Software Simulink
de Matlab (MatLab, 2010) y utilizando la libreria SimPowerSystems, de manera que se pueda capturar la informacion
del comportamiento del sistema, el circuito implementado se muestra en la figura 4.
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Se realiza la simulacion del circuito para cada combinacién mostrada en la tabla 1, identificando y guardando los
diferentes archivos generados que contienen los datos de los parametros eléctricos, se realiza esto para cada
combinacion modificando los valores y ajustando los parametros de los controladores para obtener un buen
comportamiento del sistema.

Los parametros prKl- del control PI, son diferentes para cada condicion de carga, por lo que se ajustan para

condiciones de 6ptimo funcionamiento, de tal manera que se obtenga una salida de voltaje con la minima distorsion
armonica y el menor error del estado estacionario en el voltaje RMS (Raiz Cuadréatica Media).

Scope

B signal rms—l

VRMSInversor

il >
Y

Sine Wave

Function

Continuous

Sine Wave
Function1

DCIAC Full-Bridge Inverter: Signal Builder

Figura 4. Controlador implementado en Simulink de MatLab, para obtener patrones de entrenamiento de la RNA.

La salida de voltaje, corriente de carga, corriente del capacitor, voltaje de linea y error respecto al voltaje de
referencia, son recopiladas como entradas a la Red Neuronal y la sefial de compensacion como salida de la Red
Neuronal, estos datos son guardados para el entrenamiento del la Red fuera de linea.

Después de correr la simulacion para cada combinacion propuesta por la tabla 1, se obtienen 84 patrones de
entrenamiento, tomando en cuenta que el numero de datos representativos de cada patrén de los parametros
eléctricos cumpla con los criterios del Teorema de Muestreo (Nyquist) de acuerdo a (Irarrdzaval, 1999), donde
establece que una funcién continua de ancho de banda limitado puede ser recuperada de sus muestras, siempre que
hayan sido obtenidas con una frecuencia de muestreo superior o dos veces la maxima frecuencia contenida en la
funcioén original, esto debe aplicarse para la sefial de mas alta frecuencia que intervenga en el sistema.
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Los 84 patrones para entrenamiento, se agrupan en un solo arreglo separdndolos en datos de entrada y datos de
salida. Posteriormente con los dos arreglos ya consolidados y validados, se crea la red y se entrena, iniciando con una
propuesta de arquitectura minima, se comparan resultados y se efectlan las pruebas requeridas agregando neuronas o
capas de acuerdo al resultado del entrenamiento, siempre buscando el maximo desempefio con el minimo nimero de
capas y neuronas.

Las diferentes pruebas realizadas con diferentes combinaciones de la arquitectura de la red neuronal artificial, se
muestran en la tabla 2.

Red

3-2
4-2
4-3
5-2
5-3
r
4-3-2
=
4-3-2
r
4-3-2
|
5-3-2
r
5-4-2
| 2
5-4-2
r
5-4-2
r
5-4-3
r
5-4-3
| £
5-4-3

r
5-4-3

Una vez obtenidos los resultados del entrenamiento, tal como se muestra en la tabla 2, se elige la arquitectura que
nos proporciona la regresion mas alta con el minimo error cuadrético, en este caso se obtiene un valor de 0.00649,
por lo que se elige esta arquitectura de red, mostrada en la figura 4 la cual estd formada por 5 entradas y una salida,
3 capas internas de 13 neuronas ordenadas en una estructura 5-4-3-1 y funciones de activacion tansig, logsig y tansig
en sus capas internas.
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Tabla 2. Pruebas con diferentes estructuras de Red Neuronal

funcion Epocas Tiempo

434443443

|
wl

333

TLT

]

TLT

,:_l

TLT

375
129
191
246
194
274
304
1000
267
710
1000
1000
1000
1000
1000

1000

00:35:08
00:13:03
00:19:44
00:26:15
00:20:44
00:29:18
00:32:36
01:43:27
00:29:55
01:21:27
07:30:41
01:53:06
01:57:22
01:57:28
01:59:38
07:38:18

Desempefio Gradiente Momento

0.01594
0.013
0.0107
0.0103
0.0101
0.0101
0.0123
0.0125
0.0116
0.00792
0.00888
0.0148
0.00978
0.00962
0.00942
0.00649
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0.00347
0.000575
0.0181
0.0154
0.203
0.018
0.00806
0.0115
0.854
0.00111
1.53
0.00239
0.229
0.422
0.00686
0.00695

0.1
1

1
10
1

1
10
1
10
1
10
10
10
1

1
10
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Pruebas de

validacion

0
o
0
o
0
6
0
o
6
6
0
0
0
o
0
0

Regresion

0.9654
0.96544
0.9805
0.9812
0.98174
0.98169
0.97801
0.97722
0.97911
0.98566
0.9839
0.97287
0.9822
0.98259
0.98252
0.98827
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Figura 4. Red neuronal FeedForward 5-4-3-1.
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Las operaciones que se llevan a cabo en la RNA tipo FeedForward estan determinadas por las siguientes ecuaciones
de la 3 a la 10, que contienen los pesos y bias, resultado del Algoritmo de asignacion de estos durante el proceso de
entrenamiento (Retropropagacion).
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eo = FHWAFAWIFAW I (W + bY) + b2) + b) + bY) o
1 _ g3 _ . et—e™1
f+=f°=tansig = g (8)
2 . —
f* =logsig = — 9)
f* =purelin=1 (10)

Conclusiones.
La metodologia para la determinacion de la arquitectura y topologia de la RNA, descrita en este articulo, esta basada
en la experimentacion, para lograr un disefio éptimo este articulo pretende proporcionar el punto de partida y la
secuencia de pasos a seguir para el disefio de una red neuronal y la generacion de los patrones de entrenamiento de
sefiales eléctricas, este método puede aplicarse a otro tipo de circuitos se deseen implementarse obteniendo
resultados similares.

Los resultados de pesos y bias de la RNA pueden implementarse en tarjetas de desarrollo para realizar funciones de
control de una manera eficiente.
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